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SUMMARY

The Araucaria araucana forests have a high level of both ecological and scientific importance, because they are long-lived and ende-
mic. Although there have been several ecological studies conducted concerning A. araucana forests, none has produced quantitative 
models. We compared parametric and non-parametric statistical methods for predicting stand variables from Landsat ETM+ derived 
variables from two A. araucana stands in south-central Chile. The assessed parametric methods were multiple linear regressions 
(MLR), generalized least squares with a non-null correlation structure (GLS), linear mixed-effects models (LME), and partial least 
squares (PLS); while the non-parametric methods were: k- nearest neighbor (k-NN) and most similar neighbor (MSN). In descen-
ding order, number of trees per ha (N), stand gross volume (V), stand basal area (G), and dominant height (Hdom) were the most 
difficult variables to be modeled by all the methods. LME with known random effects (i.e., LME1) performed best, achieving a root 
mean square showing differences (RMSD) for N and V of 18.31 and 4.08 % versus 33.06 and 33.05 % for the second-best method, 
respectively. However, within the parametric methods, LME1 cannot be used for predicting new observations with no data. After 
LME1, GLS performed the best; also accounting for the spatial correlation of the data. Parametric methods achieved lower errors. 
Furthermore, differences were greater among non-parametric than those among parametric methods, with a difference of 10-15 % 
between k-NN and MSN. Although, given our results, we favor parametric methods; we point out that non-parametric methods are 
also useful, and the choice between parametric and non-parametric methods depends on the ultimate objective of the study.

Key words: k-nearest neighbor estimation, most similar neighbor, partial least squares regression, remote sensing.

RESUMEN

Los bosques de Araucaria araucana tienen una alta importancia ecológica y científica. Aunque existen varios estudios ecológicos 
llevados a cabo en bosques de A. araucana, muy pocos han producido modelos cuantitativos. Se compararon métodos estadísticos 
paramétricos y no paramétricos para predecir variables de rodal en función de variables derivadas de Landsat ETM+ para dos 
rodales de A. araucana en el centro-sur de Chile. Los métodos paramétricos fueron regresión líneal múltiple (MLR), mínimos 
cuadrados generalizados con una estructura de correlación no nula (GLS), modelo lineal de efectos mixtos (LME) y mínimos 
cuadrados parciales (PLS); mientras que los métodos no paramétricos fueron: k-ésimo vecino más cercano (k-NN) y vecino más 
similar (MSN). En orden descendente, número de árboles por hectárea (N), volumen bruto (V), área basal (G) y altura dominante 
(Hdom), fueron las variables más complejas de modelar por todos los métodos. El modelo lineal de efectos mixtos con efectos alea-
torios conocidos (LME1) tuvo el mejor desempeño, alcanzando una raíz cuadrada de las diferencias (RMSD) para N y V de 18,31 
y 4,08 % versus 33,06 y 33,05 % para el segundo mejor método, respectivamente. Después de LME1, GLS se comportó mejor, y 
también toma en consideración la correlación espacial de los datos. Las diferencias fueron mayores entre métodos no paramétricos 
que para los paramétricos, con una diferencia de 10-15 % entre k-NN y MSN. Aunque los resultados obtenidos favorecen a los 
métodos paramétricos, se destaca que los métodos no paramétricos son también útiles, y la elección entre ambos métodos depende 
del objetivo del estudio.

Palabras clave: estimación del k-ésimo vecino más cercano, vecino más similar, regresión de mínimos cuadrados parciales, sensores 
remotos.
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INTRODUCCIÓN

Los bosques de Araucaria araucana (Mol.) K. Koch 
(araucaria) tienen un alto nivel de importancia ecológica. 
Araucaria araucana es una conífera que crece en el centro-
sur de Chile y suroeste de Argentina (Veblen 1982). Esta 
especie crece en sitios altamente restrictivos, tiene tasas de 
crecimiento extremadamente bajas y es una especie longeva 
que puede alcanzar hasta 1.000 años de edad (Veblen y 
Schlegel 1982, González et al. 2006). Araucaria araucana 
está distribuida discontinuamente en las cordilleras de Los 
Andes y de la Costa de Chile (Veblen et al. 1979, 1996b, 
Bekessy et al. 2004), cubriendo 200.000 y 54.000 ha, res-
pectivamente (CONAF/CONAMA/BIRF 1999). Araucaria 
araucana es endémica del sur de Chile y Argentina, tiene 
un alto valor maderero y se distribuye en una pequeña 
área, así como también es categorizada como una especie 
vulnerable (Benoit 1996). La corta de A. araucana en Chile 
ha sido prohibida desde 1976 y fue declarada Monumento 
Natural, así como también es incluida en el apéndice I de 
CITES (Convention International Trade in Endangered 
Species) (UICN 2001).

A pesar de su importancia ecológica, falta información 
cuantitativa de variables de rodal en bosques de A. arau-
cana. Variados estudios ecológicos se han llevado a cabo 
en estos bosques: sobre su dinámica forestal (Montaldo 
1974, Veblen 1982, Burns 1993, González et al. 2005), 
dendrocronología (Pollmann 2003, González 2005), 
variación genética (Bekessy et al. 2004), autoecología 
(González et al. 2006) y posibles tratamientos silviculturales 
(Puente 1980, Mujica 2001, Rechene 2003, Drake et al. 
2005). Sin embargo, información cuantitativa de varia-
bles de rodal, tales como número de árboles, área basal, 
altura dominante, volumen y biomasa, no está fácilmente 
disponible. Esta falta de información cuantitativa ha sido 
también observada para otros tipos de bosques en Chile, 
tales como los de segundo crecimiento y adultos de roble 
(Nothofagus obliqua (Mirb.) Oerst.), raulí (Nothofagus 
alpina (Poepp et Endl.) Oerst.) y coigüe (Nothofagus 
dombeyi (Mirb.) Oerst.), por Salas y García (2006) y por 
Salas et al. (2006), respectivamente.

En Chile los bosques de A. araucana están ubicados 
en áreas remotas que incrementan los costos de muestreos 
convencionales. Para su caracterización se han aplicado 
técnicas de muestreo convencional, basadas en variables de 
árboles individuales medidas en una muestra de parcelas 
de terreno que son distribuidas y ubicadas de acuerdo con 
un diseño de muestreo predeterminado. Una característica 
de estos bosques en Chile es que se encuentran localizados 
en áreas remotas e inaccesibles, con relieve topográfico 
extremo, lo cual conlleva a dificultades logísticas y au-
menta los costos de los muestreos convencionales. En 
este contexto, los sensores remotos (imágenes Landsat) 
permiten mejorar la eficiencia de los inventarios forestales 
mediante la generalización de niveles de información de 
parcelas sobre extensas áreas boscosas.

Las imágenes satelitales proporcionan información 
continua multiespectral de extensas áreas con diversas 
resoluciones espaciales. Cada píxel contiene un conjunto 
de valores enteros o números digitales (DN), que permiten 
cuantificar la radiancia promedio medida por el sensor en 
un ancho de banda específico, es decir, hay un número 
digital para cada canal espectral. Cada píxel puede ser 
considerado como un vector en un espacio espectral 
multidimensional. La información espectral aportada por 
los píxeles, denominados aquí por X y referidos como 
variables auxiliares, está disponible para toda el área de 
estudio. La variable de interés (la variable respuesta, re-
presentada por Y) es obtenida por muestreo en el terreno 
de una pequeña proporción de los píxeles asociados a cada 
parcela de terreno. En general, lo que se busca es predecir 
Y para los lugares sin mediciones de terreno, utilizando 
modelos y métodos estadísticos basados sobre puntos que 
comparten información de Y y X. Aunque las imágenes 
satelitales han sido ampliamente utilizadas para predecir 
variables de rodal en varios países (Poso et al. 1984, 
Tomppo 1991, Bauer et al. 1994, Trotter et al. 1997, Lee 
et al. 2008, entre varios otros), han sido rara vez aplicadas 
en bosques de Chile y Argentina (Mery y Bahamóndez 
1995, Lencinas 2002, Ruiz-Tagle 2003, Bahamóndez et al. 
2007, Lencinas y Mohr-Bell 2007, Navarro et al. 2008). 
No se están incluyendo aquí los estudios de clasificación 
de bosque en Chile y Argentina (Ojeda y Herrera 2000, 
Segura y Trincado 2003, Lizzi et al. 2007), porque ellos 
se centran en polígonos de categorías para el uso del 
suelo y clases de vegetación, en vez de eso, el presente 
estudio se centra en la predicción de variables de rodal 
para parcelas de muestreo.

Se han utilizado métodos estadísticos paramétricos y 
no paramétricos para predecir variables basadas en imá-
genes de sensores remotos. En la literatura relacionada, 
el término “imputación” se utiliza a veces en lugar de 
predicción, porque la imputación consiste en reemplazar 
las mediciones faltantes o no muestreadas para cualquier 
unidad de la población en estudio con mediciones de otra 
unidad con características similares (Ek et al. 1997). Así 
también, en estadística el término “predicción” se emplea 
para representar los valores estimados de la variable 
respuesta para datos no empleados en el ajuste de un 
modelo. Ya que el término predicción es más amplia-
mente entendido, será el utilizado en este artículo para 
referirse en general al empleo del modelo en estimar la 
variable respuesta. Existen varios métodos estadísticos1 

de predicción que son apropiados para estudios con 
sensores remotos. Entre estos métodos (o modelos) está 
el análisis de regresión (regresión lineal múltiple, MLR), 
que ofrece la base más apropiada para su aplicación en 
modelos univariantes (solo una variable Y), basado en 

1 Aunque en el presente artículo se ha empleado el término “métodos 
estadísticos”, los métodos paramétricos acá detallados son efectivamente 
“modelos estadísticos” y en ese contexto son a veces así referidos.
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valores conocidos de Y y X. Los mínimos cuadrados 
generalizados (GLS) con una estructura de correlación 
no nula (una correlación nula se asume en MLR) toman 
en consideración la correlación entre observaciones con el 
fin de estimar correctamente los parámetros del modelo. 
Los modelos de efectos mixtos (ME) tienen parámetros 
fijos y efectos aleatorios al definir el modelo estadístico, 
lo cual permite acomodar la correlación de los datos. Los 
modelos ME han sido ampliamente utilizados en investi-
gación forestal en años recientes para modelar variables 
estáticas, como ecuaciones fustales y de altura-diámetro 
(Leites y Robinson 2004, Mehtätalo 2004), y dinámicas, 
como modelos de crecimiento (Salas et al. 2008). Sin 
embargo, ME no han sido utilizados recientemente en 
estudios de sensores remotos, a excepción de los trabajos 
recientes de Meng et al. (2007) y Nothdurft et al. (2009), 
quienes usaron modelos lineales de efectos mixtos (LME). 
La regresión de mínimos cuadrados parciales (PLS) (Wold 
1975, Wold et al. 1983) es una técnica estadística multi-
variante (más de una variable Y) utilizada para predecir 
la respuesta de variables obtenidas mediante el uso de 
componentes, pero tomando en cuenta las matrices de 
covarianza de las variables Y y X. El k-ésimo vecino más 
cercano (k-NN) (Reese et al. 2002, Tomppo et al. 2008) 
y el vecino más similar (MSN) (Moeur y Stage 1995) 
son métodos no paramétricos multivariantes basados en 
matrices que miden la “cercanía” de algunas medidas o 
variables entre puntos.

La regresión lineal múltiple, los mínimos cuadrados 
generalizados, los modelos lineales de efectos mixtos y 
la regresión de mínimos cuadrados parciales son méto-
dos paramétricos, y el k-ésimo vecino más cercano y el 
vecino más similar son no paramétricos. Las características 
matemáticas de todos los métodos antes mencionados 
se presentan en mayor detalle en la sección de métodos 
estadísticos. En comparación a los métodos paramétricos 
como regresión lineal múltiple, regresión de mínimos 
cuadrados parciales y modelos lineales de efectos mixtos, 
los métodos del k-ésimo vecino más cercano y el vecino 
más similar no hacen suposiciones de la distribución del 
modelo y pueden retener la estructura varianza/cova-
rianza en la salida (Moeur y Stage 1995, Franco-Lopez 
et al. 2001, McRoberts et al. 2002), pero ellos no son 
necesariamente insesgados. Mayores antecedentes de las 
ventajas y desventajas de los métodos del vecino más 
cercano (NN: k-NN y MSN) son señalados por LeMay 
y Temesgen (2005).

El objetivo de este estudio es comparar métodos estadís-
ticos paramétricos y no paramétricos para predecir variables 
de rodal en parcelas de muestreo usando Landsat ETM+ y 
mediciones de terreno en un bosque de A. araucana en el 
centro-sur de Chile. Los métodos estadísticos comparados 
son: regresión lineal múltiple, mínimos cuadrados genera-
lizados, modelos lineales de efectos mixtos, regresión de 
mínimos cuadrados parciales, k-ésimo vecino más cercano 
y el vecino más similar. Según la revisión de literatura, éste 

es el primer estudio aplicando variables auxiliares derivadas 
de imágenes satelitales para la estimación de variables de 
rodal de bosques de A. araucana en Chile, y en regiones 
de Argentina con clima y topografía similares.

MÉTODOS

Área de estudio. Los dos rodales de A. araucana incluidos 
en el presente estudio se localizaron en el Parque Nacional 
Conguillío (38° 38’ S, 71° 38’ O) en el centro-sur de Chile, 
a 150 km al noreste de Temuco, Chile. Conguillío cubre 
60.833 ha en la Cordillera de Los Andes de la región de La 
Araucanía, entre los 700 y 3.125 m s.n.m. Se seleccionaron 
dos rodales que son representativos de las condiciones 
naturales de bosques de A. araucana en la región. El 
primer rodal en lo sucesivo rodal 1, cubre 274 ha, en un 
rango entre 1.150 y 1.380 m s.n.m.; el segundo rodal, en 
lo sucesivo rodal 2, cubre 71 ha, en un rango entre 1.150 
y 1.225 m s.n.m. Ambos rodales se localizan en el faldeo 
norte del volcán Llaima y se clasifican como tipo forestal 
araucaria (Donoso 1981).

Los rodales representan distinta estructura y composición 
de bosques. Aunque ambos tienen densidades similares 
(cuadro 1), las especies dominantes en términos de área 
basal son N. dombeyi-A. araucana y A. araucana-ñirre 
(Nothofagus antarctica (G. Forster) Oerst), para los rodales 
1 y 2, respectivamente. Nothofagus dombeyi está presente 
en todas las clases diamétricas del rodal 1 (figura 1) y es 
más abundante en el estrato del dosel superior, seguido por 
A. araucana, formando un dosel semidenso. Este tipo de 
bosque es representativo del tipo forestal A. araucana que 
crece entre 900 y 1.300 m s.n.m. (González et al. 2006). 
En el rodal 2, el cual tiene una menor altura dominante 
que el rodal 1 (cuadro 1), A. araucana es la especie do-
minante, mientras que N. antarctica está presente en las 
clases de diámetro menores (figura 1). El rodal 2 también 
contiene distintos parches de vegetación, debido a depósitos 
antiguos de rocas volcánicas. El rodal 2 se localizó en una 
depresión topográfica que conforma un bolsón de aire frío, 
un hábitat típico de N. antarctica (Veblen et al. 1996a), y 
conformó también una estructura común de bosques más 
abiertos de A. araucana (González et al. 2006).

Datos Landsat. Se utilizó una imagen Landsat ETM+ 
adquirida el 29 de noviembre del año 2001 (WRS Path233-
Row 087), con una resolución de 30 × 30 m (900 m2). 
A pesar de que la imagen se adquirió ortorrectificada, se 
procedió a verificarla aplicando la técnica definida por 
Buiten y van Putten (1997) y Vassilopoulou et al. (2002), 
mediante la utilización de un modelo digital de elevación 
(DEM) con equidistancia de 30 m, así como de puntos de 
control, principalmente de la red de senderos y caminos, la 
imagen fue reproyectada al huso 19 Sur, DATUM World 
Geodetic System84 (WGS84) (Richard 1993, Chuvieco 
1997), obteniendo un error cuadrático medio de 0,17 píxeles, 
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Figura 1. Distribución diamétrica por especie y para todas las especies combinadas (recuadro) por rodal.

Diameter distribution for all live trees by species and for all species combined (inset) by stand.

Cuadro 1. Estadísticos descriptivos de las variables de rodal. N: número de árboles por hectárea, G: área basal, Hdom: altura do-
minante y V: volumen bruto.

Descriptive statistics of plotwise variables per stand. N is number of trees per hectare, G is stand basal area, Hdom is dominant height, 
and V is stand gross volume.

Estadístico

Rodal 1 (n = 66) Rodal 2 (n = 8)

N
(árboles/ha)

G
(m2/ha)

Hdom
(m)

V
(m3/ha)

N
(árboles/ha)

G
(m2/ha)

Hdom
(m)

V
(m3/ha)

Mínimo 180,0 46,5 19,8 291,4 190,0 23,3 11,0 110,3

Máximo 780,0 181,7 39,0 2.078,5 580,0 94,4 22,7 642,9

Media 351,7 100,2 32,6 1.015,1 340,0 43,2 18,2 277,7

Coef. Var. ( %) 34,0 27,0 13,0 34,8 40,2 53,6 22,9 62,1

equivalente a 5 m. Aunque la imagen está libre de nubes y 
la información de los píxeles es de alta calidad, sin ruido, 
en toda el área de estudio, se utilizó la corrección atmos-
férica TOAR (top of atmosphere reflectance) propuesta 
por Markham y Chander (2003), la cual ha sido replica-
da con éxito por Hall et al. (2006) sobre las bandas del 
infrarrojo. Esto corrigió las variaciones en la iluminación 
solar y asumió la uniformidad de la atmósfera dentro de la 
imagen. Los valores digitales de la imagen se transformaron 
a valores de reflectacia, utilizando para ello los valores 
de calibración de la imagen, información complementa-
ria radiométrica, la distancia Tierra-Sol y ángulo cenital 
solar; el procedimiento de sustracción de objetos oscuros 
también se aplicó para reducir los efectos de radiación en 
las bandas del visible (Teillet y Fedosejevs 1995, Chávez 
1996). La corrección topográfica permitió compensar las 
diferencias de iluminación solar que presentó la imagen, 
debido a la variación altitudinal del terreno (Conese et al. 

1993). Con el fin de minimizar este efecto, se realizó la 
corrección basada en un modelo de iluminación derivado 
del modelo digital de elevación (Itten y Meyer 1993). Los 
procesamientos de las imágenes se realizaron utilizando 
los software Idrisi Kilimanjaro (Eastman 2003) y Erdas 
Imagine versión 8.7 (Leica Geosystems 2005).

Mediciones de terreno. Se establecieron 66 y ocho par-
celas de muestreo en los rodales 1 y 2, respectivamente. 
Todas las parcelas fueron de 50 × 20 m (1.000 m2). Se 
identificaron todas las especies de árboles vivos del rodal, 
con diámetro a la altura del pecho (d) mayor a 5 cm, y 
se midió el d y la clase de copa. La altura total (h) fue 
medida en una muestra aleatoria de 7-10 árboles por 
parcela. Para los árboles no muestra se predijo la altura 
mediante ecuaciones ajustadas en el presente estudio 
específicamente para cada especie. El volumen bruto fue 
estimado con ecuaciones ajustadas para A. araucana, N. 
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dombeyi y Nothofagus pumilio (Poepp et Endl.) Krasser 
por Siebert (1995), Corvalán (1998) y Salas (2002) res-
pectivamente. Para el resto de las especies se utilizó un 
factor de forma de 1/3. Los datos calculados por parcela 
fueron los siguientes: número de árboles por hectárea (N), 
área basal por hectárea (G), altura dominante (altura media 
de los 100 árboles de mayor diámetro en una hectárea) 
(Hdom) y el volumen bruto por hectárea (V). La estadística 
descriptiva de las variables objetivo, segregada por rodal, 
se muestra en el cuadro 1.

Cada parcela fue georreferenciada utilizando un GPS 
60CSx Garmin en Datum WGS84 y huso 19 Sur. Las 
variables altitud, exposición y pendiente, fueron deter-
minadas para cada píxel utilizando un modelo digital de 
elevación (Brockhaus y Khorram 1992, Ustin y Trabucco 
2000). Se calcularon las coordenadas UTM del centro 
de la parcela para cada parcela de terreno. Los valores 
correspondientes de las variables de Landsat (banda 1 y 
así sucesivamente) para cada parcela son una suma de la 
proporción del valor de cada píxel que es cubierto para el 
área de la parcela. De esta manera, las variables auxilia-
res X contenidas por el píxel y las variables de interés Y 
medidas a nivel de parcela son vinculadas espacialmente. 
El error de la georreferenciación de las parcelas es 4-6 
m, lo que adicionado al error de ortorrectificación de la 
imagen entregó un error de 11 m. Para la extracción de 
la respuesta espectral se utilizó una ventana de píxeles 
3 × 3, de la cual se extrajo el valor espectral medio por 
banda, derivado de la ponderación de acuerdo al grado de 
participación del valor digital en relación a la superficie 
de la parcela, privilegiando el píxel central, a diferencia 
de Lu et al. (2004) y Hall et al. (2006), donde sólo se 
consideró el valor medio; de esta manera se redujo la 
diferencia de sensibilidad de la imagen derivada del des-
fase geométrico.

Métodos estadísticos. Se evaluó el desempeño de los 
métodos antes mencionados para la predicción de las 
siguientes variables a nivel de parcela: N (en árboles 
por hectárea), G (en m2/ha), Hdom (en m) y V (en m3/
ha). Las variables de rodal de las parcelas son denotadas 
por Y y los valores asociados a las bandas derivadas de 
la imagen Landsat son denotadas por X. Se utilizaron 
las bandas originales procesadas de Landsat-7 ETM+, 
1-5 y 7. Los métodos fueron ajustados usando una base 
de datos con observaciones para las cuales se tienen los 
valores de las variables predictoras y respuestas. Esta 
base de datos en la terminología de sensores remotos 
se denomina de “entrenamiento” o de “referencia” y en 
terminología estadística de “ajuste”. Las observaciones 
de los datos de referencia son indexados por j, donde  
j = 1…nr y nr es el tamaño muestral de lo datos. Se evalua-
ron los métodos en la predicción de la variable respuesta 
de interés (Y) en una base de datos con observaciones 
donde sólo los valores de X son conocidos. Esta base de 
datos en la terminología de sensores remotos se denomina 

de test, y en terminología estadística “validación”. Las 
observaciones de los datos de test son indexados por u, 
donde u = 1…nt y nt es el tamaño muestral de los datos. 
Para los métodos no paramétricos fueron usadas todas las 
variables X, mientras que sólo una porción del total de 
bandas fue empleada en los métodos paramétricos, para 
evitar multicolinealidad. Es importante también mencionar 
que aunque los métodos no paramétricos que se evalúan 
pueden ser utilizados para la predicción de variables cua-
litativas, el presente estudio se centró en la predicción de 
variables cuantitativas.

a)  Regresión lineal múltiple (MLR). Se ajustó a un modelo 
de regresión lineal para cada variable respuesta, utili-
zando bandas seleccionadas como variables predictoras, 
y el rodal como una variable muda (dummy). La forma 
general del modelo lineal, en notación matricial, es [1]:

y = Xβ + e, [1]

donde y es un vector con las observaciones de terreno de 
cada parcela; X es una matriz que contiene las variables 
predictoras; β es un vector con los parámetros del modelo 
a ser estimados y e es un vector aleatorio que contiene 
los errores asociados con cada observación y es distri-
buido como N(0, σ2I) (normal con media 0 y una matriz 
varianza-covarianza σ2I), donde σ2 es la varianza de los 
residuales y I es una matriz de identidad. Se obtuvieron 
así los parámetros estimados usando mínimos cuadrados 
ordinarios (ordinary least squares, OLS).

Se seleccionaron las variables predictoras al revisar 
la correlación entre ellas para cada una de las variables 
respuesta, y por pruebas de significancia estadística de la 
variable predictora, empleando una simple prueba-t del 
correspondiente parámetro que fue estimado. Se evitó deli-
beradamente el uso de la regresión paso a paso, un proceso 
automático, por ser un método sesgado (Thompson 1995, 
Grossman et al. 1996). Las variables predictoras fueron 
rodal (como variable muda) y bandas 3 y 7 (denominadas 
como banda3 y banda7, respectivamente) para todas las 
variables respuesta, con la excepción del modelo de N 
donde banda7 fue lo suficientemente parsinómico. Las 
predicciones se obtuvieron al emplear el vector OLS de 
parámetros estimados ( ˆ )ββ OLS en el modelo lineal [1].

b)  Mínimos cuadrados generalizados (GLS). En un modelo 
GLS se generaliza el supuesto de distribución de OLS 
desde Cov-Var(e) = σ2I a Cov-Var(e) = σ2∑, donde ∑ 
es alguna matriz simétrica. Los datos se obtuvieron 
desde ubicaciones espaciales y en OLS se asumió que 
los errores de los modelos son independientes. Sin 
embargo, se espera que los datos que se encuentren 
más cerca serán más parecidos que los que se encuen-
tren más lejos, lo cual implica correlación espacial 
o autocorrelación. ∑ es la matriz de covarianza que 
permite tomar en consideración la correlación entre 
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observaciones al obtener los parámetros. Esta matriz 
se construye para representar la correlación entre 
observaciones, dependiendo de la distancia entre los 
centroides de las parcelas. Las estructuras espaciales 
de correlación son generalmente representadas por sus 
funciones de semivariograma en vez de sus funciones 
de correlación (Waller y Gotway 2004). Se evaluó el 
uso de los siguientes modelos de semivariogramas, 
como los descritos en Pinheiro y Bates (2000), ex-
ponencial, gaussiano, lineal, cuadrático-racional y 
esferical. También se evaluó el efecto de emplear un 
efecto nugget en los semivariogramas. Los modelos 
fueron comparados mediante el valor del criterio de 
información de Akaike (Akaike information criterion) 
(AIC) (Akaike 1973), el cual se basa en el valor maxi-
mizado del logaritmo de la verosimilitud del modelo 
y en el número de parámetros, del modelo. El ajuste 
del modelo fue realizado en el software estadístico R 
(R Development Core Team 2008).

c) Modelo lineal de efectos mixtos (LME). Un modelo 
lineal de efectos mixtos se representa por [2]:

y = Xβ + Zb + e, [2]

donde, β denota un vector de parámetros poblacionales (fijos) 
desconocidos de dimensión p × 1, X una matriz de diseño 
de dimensión n × p relacionando β a y, b denota un vector 
k × 1 de efectos desconocidos individuales (aleatorios) y 
Zi una matriz de diseño conocida ni × k relacionando b a 
y (Laird y Ware 1982). El vector e es independientemente 
distribuido como N(0, R) (normal con media 0 y matriz 
de covarianza R), y los efectos aleatorios b son también 
distribuidos N(0, D) (normal con media 0 y matriz de 
covarianza de los efectos aleatorios D). Se agregaron 
efectos aleatorios al intercepto del modelo, es decir, cada 
parcela tiene una desviación del valor del parámetro de 
efectos fijos. La matriz de diseño del modelo lineal de 
efectos mixtos (para cada variable de rodal) contiene las 
mismas variables predictoras usadas para la regresión lineal 
múltiple. El modelo lineal de efectos mixtos fue ajustado 
por máxima verosimilitud (ML), usando el paquete “nlme” 
(Pinheiro et al. 2008) implementado en R. También se 
ajustó el modelo lineal de efectos mixtos permitiendo 
correlación espacial en la matriz de covarianza-varianza, tal 
como fue descrito para mínimos cuadrados generalizados, 
y luego se evaluó si esto mejoró el ajuste al analizar el 
AIC como estadístico

Cualquier modelo de efectos mixtos implica múltiples 
estrategias para predicción. Se puede emplear sólo la parte 
de los efectos fijos del modelo lineal de efectos mixtos [2] 
para predicción o usar tanto los efectos fijos y los aleatorios 
del modelo. Desde aquí en adelante se referirá a la parte fija 
de [2] como modelo lineal de efectos mixtos y al modelo 
usando la parte fija y aleatoria de [2] como el modelo lineal 

de efectos mixtos con efectos aleatorios conocidos, esto es 
el nivel 1 de efectos aleatorios o el innermost efecto aleato-
rio. Aunque para los datos usados en el estudio se conocen 
los efectos aleatorios (éstos son predichos en el ajuste del 
modelo) y, por lo tanto, estos efectos y los fijos se pueden 
emplear para predicción, esto no es posible de realizar en la 
práctica (aplicación del modelo) porque los efectos aleatorios 
son desconocidos. En este último contexto, se ajustó un 
modelo complementario que permite predecir estos efectos 
aleatorios. Se asumió que estos efectos aleatorios estarían 
relacionados a variables de sitio de la parcela. Se podría 
usar el modelo de variables de sitio propuesto por Stage 
y Salas (2007), sin embargo, dado lo restringido de los 
datos, se prefirió ajustar un modelo más simple empleando 
las mismas variables como efectos principales. El modelo 
complementario ajustado fue [3]:

b0 20 1 2 3i i i i iRodal SL EL ASP= + + + +β β β β , [3]

donde, b0i es el efecto-aleatorio debido a la i-ésima 
observación para el intercepto del modelo LME en [2],  
SL = pendiente ( %), EL = altitud (m), ASP = exposición en 
grados desde el norte, y Rodal2 es una variable muda que 
toma el valor de 1 cuando la i-ésima observación pertenece 
al rodal 2 o 0 en el caso contrario. Stage y Salas (2007) 
originalmente propusieron el uso de la variable de tipo de 
hábitat, la cual se ha cambiado acá por la variable muda de 
rodal, la cual podrá, a grandes rasgos, aproximarse como 
un subtipo forestal. La variable Rodal2 podrá ser generali-
zada para representar bosques con baja cobertura y altura, 
con vegetación en parches, y con una mezcla de especies 
en el dosel superior. Por otra parte, un bosque similar al 
rodal 1 (Rodal2 = 0 en [3]) representaría al bosque más 
común de A. araucana, entre los 900 y 1.300 m s.n.m. 
En la práctica y en ausencia de más datos para poder 
predecir Y, un usuario puede emplear sólo los parámetros 
estimados de los efectos fijos del modelo lineal de efectos 
mixtos más la predicción de los efectos aleatorios (al usar 
[3]). Se llamó a esta estrategia para el modelo de efecto 
mixto como LME-Sys (efectos mixtos lineales con efectos 
aleatorios mediante un modelo complementario).

d)  Mínimos cuadrados parciales (PLS). Mínimos cuadra-
dos parciales es una técnica estadística multivariante 
usada en disciplinas que emplean una gran cantidad 
de variables predictoras correlacionadas (Kroonenberg 
1990, Wold 2001, Mevik y Cederkvist 2004). Se em-
plearon mínimos cuadrados parciales para predecir 
simultáneamente todas las variables Y en estudio, al 
crear una matriz Y de tamaño n × q, donde q es el 
número total de variables respuesta, y la matriz de 
respuestas X de tamaño n × p; entonces se ajustó un 
modelo lineal multivariante como sigue ([4] a [10]):

Y = XB + F, [4]
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donde B es una matriz de coeficientes y F es una matriz 
de errores aleatorios. PLS es similar a componentes prin-
cipales en el sentido de que produce nuevas variables (o 
puntajes) que son combinaciones lineales de los predictores 
originales, como

T = XW, [5]

donde W es una matriz p × c de ponderaciones de la matriz 
de predictores X de tamaño n × p, de tal manera que T 
y X son ortogonales, y las columnas de la matriz T son 
llamadas “variables latentes” o “componentes latentes” 
(Boulesteix y Strimmer 2007). Los mínimos cuadrados 
parciales se basan en la siguiente descomposición del 
componente latente:

X = TP´ + E, [6]

Y = TQ´ + F, [7]

donde P y Q son, respectivamente, p × c y q × c matrices 
de coeficientes (loading), y matrices E y F son los errores. 
En [7] los componentes latentes son usados para predecir 
en lugar de las variables originales (Boulesteix y Strimmer 
2007) y la matriz de coeficientes Q de la ecuación se 
obtiene al usar OLS, como

Q = (T´T)–1T´Y [8]

Finalmente, la matriz B para el modelo en [4] está 
dada por

B = W(T´T)–1T´Y [9] 

y la matriz respuesta ajustada podrá ser escrita con [7] 
como:

Y = T(T´T)–1T´Y  [10]

Según lo destacado por Boulesteix y Strimmer (2007), en 
PLS la reducción de dimensiones y regresión se llevaron a 
cabo simultáneamente. Se seleccionaron los primeros cuatro 
componentes para ambos rodales, después de realizar una 
validación cruzada (Mevik y Wehrens 2007). El modelo 
PLS fue ajustado por medio del paquete “pls” de Mevik 
y Wehrens (2007) implementado en R.

e)  k-ésimo vecino más cercano (k-NN). El método del 
k-ésimo vecino más cercano, también referido como el 
método de la parcela de muestreo de referencia (Reese 
et al. 2002, Tomppo et al. 2008), es un método no pa-
ramétrico. El objetivo es predecir los valores de Y para 
los datos objetivo basado en alguna similaridad entre 
las variables X desde los datos objetivo y de referencia. 
En otras palabras, la observación objeto u recibirá un 
valor yu derivado desde la k-ésima observación más 

cercana, donde la cercanía entre observaciones de re-
ferencia y objetivo se mide en el espacio X que tiene 
p dimensiones, donde p es el número de variables 
predictoras. Por lo tanto, una parcela es representada 
como un vector de dimensión 1 × p en este espacio, 
y se denominará vector en un espacio característico 
multidimensional. La cercanía o variable de distancia 
en el p dimensional espacio característico entre el punto 
objetivo u y el de referencia j pueden ser expresados 
usando la distancia como [11]:

duj u j u j= − − ′( )( )x x x x ,  [11]

donde xu es el vector caracterizado de dimensión 1 × p 
para el u-ésimo punto de los datos objetivos, xj es el vector 
caracterizado de los j puntos de los datos de referencia. 
duj es un escalar que expresa que tan “cerca” el j-ésimo 
punto de referencia y el u-ésimo punto objetivo están en el 
espacio caracterizado, y todos los js puntos de referencia 
pueden ser ordenados en un vector simbolizado por d(uj) 
de dimensión nr × 1.

El procedimiento general para el k-ésimo vecino más 
cercano puede ser descrito como sigue: i) calcular la 
distancia euclideana entre puntos objetivo y de referencia 
como en [11]; ii) seleccionar un set de los k puntos de 
referencia más cercanos mediante algún criterio; iii) ordenar 
dichas distancias en orden ascendente, simbolizando el 
vector ordenado por d(uj); iv) calcular las ponderaciones 
normalizadas para las primeras k distancias en el vector 
d(uj), usando una función de ponderación inversamente 
proporcional a la raíz cuadrada de la distancia [12]:

w
d d

( )
( ) ( )( )

,uj
uj ujuj

k

=










=

∑1 1
2 2

1

[12]

y, finalmente, (v) predecir los valores y para el u-ésimo 
punto objetivo con [13]:

ŷ = ( )
=1

( )u uj
(uj)

k

ujw y∑ × [13]

El método del k-ésimo vecino más cercano puede ser 
afinado al encontrar el valor óptimo de k (número de veci-
nos), k*, y al usar un criterio de distancia apropiado. Dado 
que en el presente estudio las predicciones se realizan a 
nivel de parcela, se intentó determinar un k* para cada uno 
de los rodales. Sin embargo, el bajo tamaño muestral en 
rodal 2 no fue apropiado para determinar k*, por lo tanto, 
sólo el rodal 1 (n = 66) fue empleado para estos fines. Se 
definió k* como aquel k que minimizó la raíz cuadrada de 
las diferencias entre los valores predichos y observados, 
usando el método de validación cruzada. Se obtuvo k* = 5, 
valor que también ha sido encontrado en los estudios de 
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Reese et al. (2002) y Kajisa et al. (2008); por lo tanto, 
fue el empleado para ambos rodales. Finalmente, no se 
encontraron mayores diferencias al usar distintos criterios 
de distancia que la simple distancia euclideana [11], lo cual 
coincide con lo reportado por Franco-Lopez et al. (2001), 
Katila y Tomppo (2001), Reese et al. (2002) y Kajisa 
et al. (2008), por lo tanto, dicha distancia fue empleada 
para ambos rodales.

Las variables cualitativas también pueden ser predichas 
usando las más frecuentes clases con la mayor ponde-
ración total como en Gjertsen (2007). Mayores detalles 
sobre implementaciones computacionales del método 
del k-ésimo vecino más cercano son dados en Finley y 
McRoberts (2008). Este método ha sido ampliamente 
estudiado (Ek et al. 1997, Reese et al. 2002) y ha sido 
usado operacionalmente en Finlandia desde 1990 (Tomppo 
1991). Una revisión detallada del desarrollo del método 
en el inventario nacional forestal de Finlandia es dado en 
Tomppo et al. (2008).

f)  Vecino más similar (MSN). El método del vecino más 
similar, propuesto por Moeur y Stage (1995), se basa 
en un criterio de distancia que es igual a la distancia 
euclideana ponderada por una matriz W, como sigue 
[14, 15],

duj u j u j= − − ′( ( ) ,x x W x x)  [14]

con :

W = ΓΓΛΛ ΓΓ2  [15]

donde ΓΓ  es la matriz de coeficientes canónicos para las 
observaciones de referencia con dimensión p × s, siendo 
s el menor valor entre el número de variables Y: q, y 
variables X: p, ΛΛ2 es la matriz diagonal de correlaciones 
cuadradas canónicas con dimensiones s × s. Packalén y 
Maltamo (2007) describieron el método k-MSN, donde 
k-vecinos más similares son promediados usando las pon-
deraciones calculadas en forma inversamente proporcional 
con la distancia al vecino más similar. Debido a que sólo 
la primera correlación canónica fue significativa para los 
datos acá empleados, se restringieron los análisis para el 
primer componente canónico. Sin embargo, si no hay re-
lación significativa entre las variables Y e X, la matriz W 
puede ser calculada como la matriz inversa de covarianza 
de las variables X, resultando un criterio igual a la distancia 
Mahalanobis (Crookston et al. 2002).

Comparación. Se empleó la raíz cuadrada de las diferen-
cias entre los valores predichos y observados para evaluar 
el comportamiento predictivo de los métodos. Stage y 
Crookston (2007) y Hudak et al. (2008) destacaron que 
para métodos de vecino más cercano (k-NN y MSN) el 
término RMSE (root mean square errors) no es apropiado 
ya que el error del modelo no es resultado de minimizar 

la raíz cuadrada de las diferencias entre dos conjuntos de 
datos. Por el contrario, estos autores recomendaron usar 
el término RMSD (root mean square difference) entre 
valores predichos y observados. En otros trabajos similares 
ha sido empleada la raíz cuadrada del error de las predic-
ciones (RMSEP) (Mevik y Wehrens 2007). Se ajustaron 
y validaron los métodos usando la técnica de validación 
cruzada leave-one-out, que consiste en ajustar los métodos 
usando n–1 observaciones y probarlos en la observación 
excluida, y repitiendo este proceso hasta que todas las 
observaciones hayan sido usadas una vez para probar los 
métodos. Para evaluar el comportamiento de los métodos 
bajo estudio se calcularon los estadísticos diferencia media 
(MD) y RMSD, como sigue [16, 17]:

MD
n

y yj i
i

n

ij= −∑1 ( ˆ ) [16]

donde MDj es la diferencia media para el j-ésimo método 
evaluado, yi es el valor observado de la variable y en la 
i-ésima parcela, ŷ ji  es el valor predicho de la variable y 
en la i-ésima parcela para el j–ésimo método, y

RMSD y yj n i
i

n

ij= −∑1 2( ˆ ) [17]

Los estadísticos de predicción (MD y RMSD) fueron 
calculados en términos porcentuales al dividirlos por el 
valor observado promedio.

RESULTADOS

Los rodales 1 y 2 tuvieron diferente composición y 
estructura. Todas las variables de rodal presentaron una 
mayor variación en el rodal 2 que en el rodal 1 (cuadro 
1). Aunque el muestreo fue con distintos tamaños de 
muestra, se considera que la mayoría de las diferencias 
entre los rodales se debió a las condiciones de crecimiento. 
El rodal 1 se ubica en un sitio más productivo y, por lo 
tanto, tenía un dosel más continuo, mientras que el rodal 2 
presentó una discontinuidad y una distribución espacial de 
copas altamente irregular. Se seleccionaron las bandas 3 y 
7 de Landsat como variables predictoras en los modelos 
de regresión lineal múltiple propuestos para G, Hdom y V 
(cuadro 2). N fue la variable más difícil para modelar, debido 
a la baja correlación lineal con las bandas Landsat. Sin 
embargo, un modelo que simplemente empleó la banda 7 
como variable predictora fue lo suficientemente parsinómico. 
Las pruebas de razones de verosimilitud entre regresión 
lineal múltiple y mínimos cuadrados generalizados y entre 
modelos lineales de efectos mixtos, usando y no usando 
una estructura de correlación, mostraron una mejora esta-
dísticamente significativa (P < 0,01) para aquellos modelos 



187

BOSQUE 31(3): 179-194, 2010
Métodos estadísticos Landsat en A. araucana

que toman en consideración la correlación espacial. Por lo 
tanto, el modelo lineal de efectos mixtos presentado aquí 
tomó en consideración la correlación espacial; sin embargo, 
según los valores del criterio de información de Akaike, 
los mínimos cuadrados generalizados tuvieron un mejor 
ajuste siendo también un modelo estadístico más simple 
de ajustar. Las estimaciones de parámetros del modelo 
complementario de efectos aleatorios de cada modelo lineal 
de efectos mixtos se observan en el cuadro 3.

Cuadro 3. Parámetros estimados del modelo complementario 
[3] que predice los efectos aleatorios de diferentes variables 
de rodal para el modelo de efectos mixtos. N es el número de 
árboles por hectárea, G es el área basal del rodal, Hdom es altura 
dominante y V es volumen bruto. Las variables predictoras son: 
EL = altitud (m s.n.m), SL = pendiente ( %) y ASP = exposición 
en grados desde el norte.

Site-variables model parameter estimates for the random-
effects of the different stand variables for mixed-effects models. N is 
number of trees per hectare, G is stand basal area, Hdom is dominant 
height, and V is stand gross volume. Predictor variables are: EL = ele-
vation (m), SL = slope ( %), and ASP = aspect in degrees clockwise 
from north.

Parámetro
Variable de rodal

N G Hdom V

Intercepto 13,054 30,539 –7,093 –12,364

EL –0,019 –0,020 0,007 0,080

SL –0,424 –0,721 –0,053 –7,698

ASP 0,102 0,002 –0,008 –0,148

La mayoría de los parámetros estimados entre mo-
delos de regresión lineal múltiple, mínimos cuadrados 
generalizados y modelo lineal de efectos mixtos (sólo los 
parámetros de efectos fijos) no difirieron mucho (cuadro 2), 
sin embargo, la inferencia estadística fue afectada cuando 
la autocorrelación espacial no fue considerada. Por ejemplo, 
para el modelo de V, el ajuste de modelos de regresión 

lineal múltiple indicó que todos los parámetros fueron es-
tadísticamente significativos, P < 0,05 (cuadro 4). Por otra 
parte, con mínimos cuadrados generalizados se obtuvieron 
parámetros no significativos para las bandas 3 y 7, lo cual 
haría cambiar drásticamente algún análisis respecto a las 
variables involucradas.

Cuadro 4. Parámetros estimados, errores estándar y valores P 
para los modelos de V mediante regresión lineal múltiple (MLR) 
y mínimos cuadrados generalizados (GLS).

Estimated parameters, standard errors, and P-values for 
both multiple linear regression (MLR) and generalized least squares 
(GLS) models of V.

Parámetro

MLR GLS

Valor
Error 

estándar
P Valor

Error 
estándar

P

Intercepto 1.823,686 450,392 0,000 1.523,080 447,454 0,001

Rodal2 –699,715 125,330 0,000 –597,146 155,989 0,000

Banda3  –41,725  18,383 0,026  –28,742 17,654 0,108

Banda7  25,636  11,420 0,028  17,926 11,385 0,120

Existieron diferencias en el desempeño entre las 
variables predichas, rodales y métodos estadísticos. 
Independiente del método que se evaluó, las variables 
más difíciles de modelar fueron N y V, seguidas de G, 
y Hdom, respectivamente (cuadro 5). Los errores de pre-
dicción fueron mayores en el rodal 2 que en el rodal 1, 
para todos los métodos y todas las variables. El modelo 
lineal de efectos mixtos con efectos aleatorios conoci-
dos (LME1) obtuvo el mejor desempeño, con RMSD 
inferiores a 5 % para todas las variables. El desempeño 
de regresión lineal múltiple fue el segundo mejor para 
todas las variables en el rodal 1, seguido por mínimos 
cuadrados parciales, k-ésimo vecino más cercano, LME-
Sys y vecino más similar, respectivamente. Aunque la 
regresión lineal múltiple obtuvo los mejores resultados 

Cuadro 2. Parámetros estimados de los modelos de regresión lineal múltiple (MLR), mínimos cuadrados generalizados (GLS) y 
modelo lineal de efectos mixtos (LME), para cada variable de rodal. N es el número de árboles por hectárea, G es el área basal 
del rodal, Hdom es altura dominante y V es volumen bruto.

Estimated parameters of the multiple linear regression (MLR), generalized least squares (GLS), and linear mixed-effects (LME) models 
for each stand variable. N is number of trees per hectare, G is stand basal area, Hdom is dominant height, and V is stand gross volume.

Parámetro
MLR LME GLS

N G Hdom V N G Hdom V N G Hdom V

Intercepto 246,881 153,695 43,626 1.823,686 235,513 160,024 30,015 1.523,072 231,477 153,695 30,015 1.523,080

Rodal2 –4,014 –53,874 –13,955  –699,715 3,760 –53,924  –3,979 –597,145  –9,295 –53,874 –3,979 –597,145

Banda3 -  –3,008 –0,519  –41,725 -  –3,275  –0,002 –28,742 -  –3,008 –0,002 –28,742

Banda7 4,090  2,034 0,280  25,636 4,420  2,161  0,012  17,926  4,592  2,034 0,012 17,926

-: sin parametro.
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Cuadro 5. Estadísticos de predicción para los diferentes métodos estadísticos por rodal. MLR es regresión lineal múltiple, GLS es 
mínimos cuadrados generalizados, LME1 es modelo lineal de efectos mixtos con efectos aleatorios conocidos, LME-Sys es efectos 
mixtos lineales con efectos aleatorios predichos, PLS es mínimos cuadrados parciales, k-NN es k-ésimo vecino más cercano y MSN 
es vecino más similar.

Prediction statistics for different statistical methods for each stand. MLR is multiple linear regression, GLS is generalized least squa-
res, LME1 is linear mixed-effects with known random-effects, LME-Sys is linear mixed-effects with predicted random-effects, PLS is partial least 
squares, k-NN is k-nearest neighbor, and MSN is most similar neighbor.

Método Variable
Rodal 1 Rodal 2

MD MD ( %) RMSD RMSD ( %) MD MD ( %) RMSD RMSD ( %)

MLR

N –0,15 –0,04 119,26 33,91 –0,01 0,00 145,17 42,70

G –0,05 –0,05 26,81  26,7 0,10 0,23 25,39 58,74

Hdom 0,00 0,00 4,23 13,00 0,01 0,07 4,54 24,94

V –0,34 –0,03 350,46 34,53 1,03 0,37 195,44 70,39

GLS

N –0,11 –0,03 116,30 33,07 –25,01 –7,36 125,45 36,90

G –0,05 –0,05 25,75 25,71 0,00 0,00 22,05 51,02

Hdom 0,00 –0,01 4,05 12,43 0,00 0,00 3,95 21,70

V –0,44 –0,04 335,48 33,05 0,00 0,00 169,46 61,03

LME1

N 1,82 0,52 64,39 18,31 4,68 1,38 68,56 20,17

G 0,00 0,00 3,18 3,17 0,00 0,00 2,72 6,29

Hdom 0,00 0,00 0,50 1,53 0,00 0,00 0,49 2,68

V 0,00 0,00 41,43 4,08 0,00 0,00 20,87 7,52

LME–Sys

N –0,03 –0,01 116,27 33,06 0,00 0,00 126,95 37,34

G 0,00 0,00 25,79 25,75 0,00 0,00 22,04 51,00

Hdom 0,00 0,00 4,05 12,43 0,00 0,00 3,95 21,70

V 0,11 0,01 336,11 33,11 –0,41 –0,15 169,35 60,99

PLS

N –0,56 –0,16 122,34 34,79 13,78 4,05 271,81 79,94

G 0,19 0,19 27,88 27,84 –3,40 –7,88 40,36 93,38

Hdom 0,03 0,08 4,49 13,78 –1,93 –10,60 6,51 35,71

V 2,99 0,29 364,59 35,92 –34,39 –12,39 279,80 100,77

k–NN

N 0,22 0,06 129,25 36,75 20,07 5,90 114,90 33,79

G –0,25 –0,25 28,20 28,16 4,72 10,93 28,17 65,18

Hdom –0,48 –1,46 4,53 13,90 0,94 5,16 5,05 27,72

V –14,70 –1,45 380,20 37,45 33,42 12,04 213,33 76,83

MSN

N –1,82 –0,52 170,74 48,55 –22,50 –6,62 115,76 34,05

G 2,49 2,49 36,48 36,42 3,05 7,06 35,77 82,77

Hdom 0,20 0,61 5,91 18,16 1,61 8,85 5,87 32,20

V 28,83 2,84 474,32 46,73 29,76 10,72 270,56 97,44

para tres de las cuatro variables en el rodal 2 (excepto 
para N), ni la misma tendencia, ni tendencias claras se 
pudieron obtener entre los métodos para este rodal. La 
RMSD para todos los métodos en el rodal 1, excepto para 
el vecino más similar, fue alrededor de 36 %, 27 %, 14 % 
y 36 %, para N, G, Hdom, V, respectivamente.

La relación entre las variables originales se mantuvo 
utilizando el método del vecino más similar. Aunque con 
regresión lineal múltiple se realizaron buenas predicciones, 

la relación entre las mismas variables que se predicen 
por regresión lineal múltiple fue drásticamente cambiada 
en comparación con las variables originales. La relación 
original entre el volumen de rodal y la densidad del rodal 
(figura 2A) fue casi idéntica a la predicha para las mismas 
variables utilizando el método del vecino más similar (figura 
2B). Por otra parte, la misma relación fue altamente dis-
torsionada cuando las variables fueron predichas utilizando 
regresión lineal múltiple (figura 2C).
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DISCUSIÓN

La mayoría de los estudios donde se predicen variables 
de rodal empleando Landsat utilizan datos sobre amplias 
regiones (5.000-3.000.000 ha) con varias especies (3-25) 
(Mäkelä y Pekkarinen 2004, Hall et al. 2006, Sivanpillai 
et al. 2006, Gjertsen 2007, Lencinas y Mohr-Bell 2007, 
McRoberts y Tomppo 2007, Kajisa et al. 2008). Existe 
una mayor variabilidad espectral en estos estudios de 
áreas grandes y la falta de información fiable puede ser 
un problema, especialmente para países o regiones que no 
poseen datos de terreno. Por ello, se ha preferido centrar 
el estudio en un área relativamente pequeña, utilizando 
rodales representativos de los bosques de A. araucana 
donde pocas especies comparten el dosel superior. Los 
rangos de topografía y altitud de los rodales son también 
representativos de la región de Cordillera de Los Andes. Los 
rodales del presente estudio pueden ser clasificados como 
homogéneos, siguiendo la definición dada por Mäkelä y 
Pekkarinen (2004), porque ellos no han sufrido disturbios 
antropogénicos ni se encuentran en zonas ecotonales. En 
la presente investigación también se ha reducido la mezcla 
de información espectral, utilizando parcelas de terreno 
más grandes (1.000 m2) que las comúnmente utilizadas en 
estudios similares, donde el área de la parcela de terreno 
es más pequeña que el área cubierta por un píxel.

La estructura y composición de los bosques afectan 
el desempeño de los métodos estadísticos evaluados en el 
presente estudio. El rodal 1 presenta una cobertura espacial 
continua. Por el contrario, el rodal 2 tiene menos cobertura 
de copas, varios parches de vegetación y una altura de 
dosel más baja que el rodal 1. En el rodal 1, N. dombeyi 

es la especie principal del dosel superior, mientras que en 
el rodal 2 A. araucana y N. antarctica comparten el dosel 
superior. La mezcla de especies en el dosel superior del 
rodal 2 y una cobertura de copas muy inferior contribu-
yen a una mayor variabilidad espectral en las bandas de 
Landsat. Esto, además de una mayor variabilidad de las 
variables medidas en terreno, producirá inevitablemente 
peores resultados para los bosques de A. araucana repre-
sentados por el rodal 2, en comparación con los bosques 
representados por el rodal 1. Los resultados del presente 
estudio están de acuerdo con Poso et al. (1984), donde los 
buenos resultados que obtuvieron pueden estar relacionados 
con la prevalencia de un dosel cerrado, lo que reduce el 
efecto de sombra sobre la copa de los árboles dominantes. 
Además, es difícil estimar las características de los árboles 
en los estratos no dominantes utilizando técnicas de sen-
sores remotos (Packalén y Maltamo 2007). Finalmente, la 
estructura y composición del bosque tiene un rol clave en 
el comportamiento predictivo de los métodos que utilizan 
variables derivadas de Landsat.

Como se esperaba, la extrapolación de los resultados 
para el rodal 2 resulta problemática. Los resultados son 
muy claros para el rodal 1, el cual tiene una superficie 
mayor y un mayor número de parcelas. Se observó un 
desempeño consistentemente mejor de los métodos entre 
las variables del rodal 1. Esta tendencia no se mantiene 
para el rodal 2, donde no se puede seleccionar con claridad 
entre los métodos estadísticos. El reducido tamaño muestral 
utilizado para el rodal 2 y su estructura y composición han 
contribuido a un rendimiento más pobre de los métodos en 
este rodal. Este resultado era esperado, porque el rodal 2 
es un subtipo de bosque con una estructura más cercana 
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Figura 2. Gráficos de dispersión entre volumen bruto y número de árboles por hectárea para los datos observados (A), predicciones 
del método del vecino más similares (MSN) (B) y predicciones con regresión lineal múltiple (MLR) (C).

Scatterplot between stand gross volume and number of trees per hectare for (A) observed data, (B) most similar neighbor (MSN) 
predictions, and (C) multiple linear regression (MLR) predictions.
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a arbustos que a un bosque de dosel cerrado, donde las 
técnicas de sensores remotos no ofrecen información de 
manera confiable para los objetivos planteados en este estu-
dio. No obstante, estos resultados parecen ser realistas para 
este tipo de comunidad vegetal. Aunque un mayor tamaño 
de la muestra puede reducir los errores, no se espera una 
reducción significativa de errores de predicción.

Los métodos estadísticos aquí evaluados deben ser 
aplicados con precaución en áreas similares con otras 
imágenes Landsat. Tanto los métodos paramétricos como 
los no paramétricos pueden ser utilizados para predecir Y 
para píxeles donde esa variable es faltante, pero solo en la 
misma imagen Landsat, por ejemplo, para rodales cubiertos 
por la imagen acá empleada, pero no fueron utilizados 
para el ajuste de los métodos. Para utilizar estos modelos 
ya ajustados para un tipo de bosque similar empleando 
nuevos datos (diferente imagen Landsat), la imagen debe 
mostrar propiedades espectrales similares a la utilizada en 
la parametrización del modelo (fecha similar de colección/
estación y similares condiciones atmosféricas/corrección). 
Si éstos y otros requisitos se cumplen, los únicos métodos 
que serán adecuados son los paramétricos.

El modelo lineal de efectos mixtos con efectos aleato-
rios conocidos (LME1) exhibió el mejor comportamiento 
predictivo para todas las variables. En la práctica, esto es, 
aplicar el modelo ajustado sin poseer los datos empleados 
para su ajuste, lo más probable es que estos resultados 
no serán alcanzables. Mientras el RMSD obtenido por 
el modelo lineal de efectos mixtos con efectos aleato-
rios conocidos es menor que el resto de los métodos, el 
modelo ajustado por sí mismo no puede ser aplicado a 
otros datos, porque los efectos aleatorios se desconocen. 
Los problemas surgen cuando se hacen las predicciones 
para distintas áreas de estudio y se requieren datos, ya 
que tanto el modelo lineal de efectos mixtos con efectos 
aleatorios conocidos, el k-ésimo vecino más cercano y el 
vecino más similar no pueden ser usados. Aunque sólo los 
métodos paramétricos (con la excepción de LME1) pueden 
ser utilizados para rodales similares cubiertos por imáge-
nes Landsat diferentes, tal como se explicó en el párrafo 
anterior, parece que en estudios de sensores remotos la 
atención se centra en realizar predicciones para la imagen 
que se está analizando. En este contexto, el modelo lineal 
de efectos mixtos con efectos aleatorios conocidos sería 
la mejor alternativa. Una conclusión similar encontraron 
Salas et al. (2010)  empleando variables derivadas con 
LiDAR para modelar diámetros de árboles individuales en 
Noruega. Además, si se dispone de algunos datos (que no 
fueran suficientes para el ajuste de un nuevo modelo) para 
una nueva área de estudio, los modelos de efectos mixtos 
ofrecen una manera de predecir los efectos aleatorios (o 
calibrar) a través de los BLUPs (best linear unbiased 
predictors) (Robinson 1991). El modelo de efectos mixtos 
lineales con efectos aleatorios predichos (LME-Sys) surge 
como una alternativa al modelo lineal de efectos mixtos 
con efectos aleatorios conocidos, ya que los efectos alea-
torios del modelo original de efectos mixtos son predichos 

mediante un modelo auxiliar [3] (parámetros estimados 
aparecen en el cuadro 3).

Luego del modelo lineal de efectos mixtos con efectos 
aleatorios conocidos, los mínimos cuadrados generalizados 
exhibieron el mejor comportamiento predictivo para tres de 
las cuatro variables respuesta analizadas (para N, LME-Sys 
fue mejor). Los mínimos cuadrados generalizados son un 
modelo más simple de ajustar que el de efectos mixtos 
lineales con efectos aleatorios predichos (LME-Sys) y di-
rectamente toma en consideración la correlación espacial, 
por lo tanto, se prefiere. La regresión lineal múltiple es el 
modelo paramétrico más simple evaluado en el presente 
estudio y tuvo una buena capacidad predictiva, con rangos 
de error similares a los reportados por Eckert et al. (2005) 
en bosques naturales de N. pumilio en Argentina, para área 
basal y volumen, pero con imágenes ASTER. No obstante, 
los supuestos estadísticos de regresión lineal múltiple no se 
cumplen. Los mínimos cuadrados parciales se comportan 
muy similares, seguidos por el k-ésimo vecino más cercano. 
Sólo se encontraron claras diferencias con el vecino más 
similar. Se esperará un mejor comportamiento del vecino 
más similar sobre áreas más extensas.

Si sólo se consideran los resultados obtenidos para el 
rodal 1, existen diferencias en el desempeño predictivo entre 
los métodos paramétricos y no paramétricos. El desempeño 
de los métodos paramétricos fue muy bueno y sus resul-
tados no difirieron significativamente entre sí. Tanto los 
mínimos cuadrados generalizados y el modelo de efectos 
mixtos lineales con efectos aleatorios predichos alcanzaron 
bajos (no considerando LME1) RMSD y MD para todas 
las variables. Las diferencias para RMSD entre mínimos 
cuadrados generalizados y mínimos cuadrados parciales son 
de alrededor de 1-2 %, y exhiben un comportamiento muy 
similar. Aunque la regresión líneal múltiple es el modelo 
más simple, sólo es univariante y necesita ser ajustado 
para cada variable respuesta. Por otra parte, los mínimos 
cuadrados parciales son un método multivariado y necesita 
ser ejecutado una sola vez para una base de datos dada. 
A diferencia de los métodos paramétricos, el desempeño 
de los dos métodos no paramétricos fue significativamente 
diferente entre sí. Las diferencias en RMSD entre k-ésimo 
vecino más cercano y vecino más similar fueron de alrededor 
del 10 % para el rodal 1 en todas las variables. Mediante 
el k-ésimo vecino más cercano, se obtuvieron errores en el 
volumen de rodal (37,45 %) bastante más bajos que el 66 % 
reportado por Kajisa et al. (2008). La diferencia podría estar 
dada por la mayor área cubierta por Kajisa et al. (2008), 
así como su mayor variabilidad (34,8 % versus 77,3 % para 
V en Kajisa et al. (2008)).

Los métodos paramétricos y no paramétricos ofrecen 
una solución interesante para diferentes preguntas de in-
vestigación. Los métodos paramétricos ofrecen un marco 
apropiado para pruebas de hipótesis estadísticas, pero 
requieren el cumplimiento de varios supuestos. Uno de 
los problemas del k-ésimo vecino más cercano y vecino 
más similar es respecto del uso de los métodos en otras 
áreas que las usadas para ajustar los métodos. Mayores 
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detalles sobre estadística paramétrica y no paramétrica se 
pueden revisar en diversos trabajos (Potvin y Roff 1993, 
Baíllo y Cuevas 2003, Bissantz et al. 2003, Vickers 2005, 
Weinand 2007), pero usualmente en ecología se tiene a 
inclinarse por las ventajas de los métodos no paramétri-
cos (véanse las revisiones de Johnson 1995, Smith 1995, 
Stewart-Oaten 1995). El modelo lineal de efectos mixtos 
con efectos aleatorios conocidos (LME1) es la mejor 
opción para los datos empleados en el presente estudio 
(rodal 1), sin embargo, no puede ser utilizado para un área 
de estudio diferente donde no existen datos disponibles. 
Aunque los modelos de regresión lineal múltiple parecen 
ser la mejor opción para la predicción de las variables de 
rodal desde variables derivadas de Landsat, sus supuestos 
no se cumplen para datos de sensores remotos que son 
correlacionados espacialmente. Esto afecta la inferencia 
estadística de los modelos ajustados por regresión lineal 
múltiple como, por ejemplo, la prueba de hipótesis para 
la significancia estadística de algunos parámetros no sería 
correcta. El mismo problema ocurre para los mínimos cua-
drados parciales, aunque estos ofrecen el ajuste simultáneo 
de los modelos, siendo sus predicciones consistentes (o, a 
veces, llamados compatibles) entre los modelos, lo cual no 
es posible cuando la regresión lineal múltiple es ajustada 
para cada variable respuesta por separado. Las predicciones 
del vecino más similar mantienen las relaciones originales 
entre las variables, lo cual es importante cuando es necesario 
hacer predicciones para otros sectores o extrapolaciones. 
Además, los métodos no paramétricos tienen la ventaja de 
que simultáneamente predicen variables cualitativas y cuan-
titativas (como se mencionó anteriormente). Como una regla 
general, se podría pensar en modelos paramétricos que son 
especialmente adecuados para comparaciones estadísticas; 
por otra parte, los métodos no paramétricos parecieran tener 
un mejor desempeño para propósitos de predicción. Sin 
embargo, un modelo paramétrico (LME-Sys) cumple con 
los supuestos estadísticos y alcanza niveles razonables de 
errores. Además, existen dos ventajas fundamentales que 
favorecen a los métodos paramétricos: a) ellos entregan 
estimaciones insesgadas, mientras que los resultados de 
los métodos no paramétricos dependen del ajuste de la 
base de datos, la cual debe ser lo suficientemente grande 
como para cubrir la variabilidad de terreno de las variables. 
Sin embargo, el tamaño de la base de datos no garantiza 
insesgamiento. b) Dado lo anterior, ellos podrán usualmente 
requerir un menor conjunto de datos para el ajuste de los 
modelos, por lo tanto, ser más económicos.

CONCLUSIONES

Dada la variabilidad natural de los bosques de A. arau-
cana se considera que los resultados son satisfactorios. Se 
concluye que para el rodal 1 el modelo lineal de efectos 
mixtos con efectos aleatorios conocidos tiene el mejor 
comportamiento predictivo. La regresión lineal múltiple, 
el k-ésimo vecino más cercano, los mínimos cuadrados 

parciales y modelo de efectos mixtos lineales con efectos 
aleatorios predichos (LME-Sys) se comportan de forma 
similar entre ellos, pero estos métodos tienen RMSD mucho 
mayores que el modelo lineal de efectos mixtos con efectos 
aleatorios conocidos (LME1). Sin embargo, no se puede 
obtener este tipo de conclusiones desde el rodal 2, debido 
al pequeño tamaño de la muestra y la mayor variabilidad 
de la vegetación y las condiciones del sitio. Aunque es 
importante destacar que tanto los métodos estadísticos 
paramétricos como los no paramétricos son útiles y su uso 
depende del objetivo del estudio, a partir de los resulta-
dos obtenidos se prefieren los métodos paramétricos. Sin 
embargo, si el mantenimiento de las relaciones entre las 
variables originales es una característica atractiva para un 
investigador, el método del vecino más similar podría ser 
el apropiado. Por otra parte, la regresión lineal múltiple 
es una buena opción para los propósitos de predicción, ya 
que es el más simple y fácil de implementar, pero no se 
recomienda ya que los requerimientos estadísticos para la 
aplicación de la regresión lineal múltiple no se cumplen. 
El modelo lineal de efectos mixtos con efectos aleatorios 
conocidos (LME1) ofrece la mejor predicción, pero sus 
excelentes resultados no podrán ser alcanzados, por los 
mismos modelos acá ajustados, en una nueva imagen de 
la cual no se dispongan datos de terreno con los cuales 
calibrar la predicción de los efectos aleatorios. Por otra 
parte, y aunque el modelo de efectos mixtos lineales con 
efectos aleatorios predichos (LME-Sys) no logra los mejores 
resultados, fue lo suficientemente similar que los mejores 
métodos y representa la estructura de correlación de los 
datos, por lo tanto, se prefiere.
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